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1. 들어가며

매년 미국에서는 약 700만 명의 아동이 

학대와 방치로 신고된다. 이 아동 및 가족들

을 지원하기 위해 아동복지 전문가들은 매

일 수많은 중요한 결정을 내려야 한다(U. S. 

Department of Health & Human 

Services, 2021). 아동 개인뿐 아니라 아동

의 가족 구성원 전체에 중요한 영향을 미칠 

수 있는 의사 결정 절차의 정확도를 높이고 

안정성을 확보하기 위해 미국 아동복지 분

야에서는 지난 수십 년간 데이터를 활용하

여 의사 결정 절차를 개선하는 방안들이 다

양하게 연구되어 왔다(Brownell & Jutte, 

2013; English et al., 2000). 최근에는 공

공 분야 데이터의 발달과 데이터 분석 기술

의 진보로 아동복지에서도 공공 데이터

(administrative data)와 기계학습(machine learning)을 

활용한 의사 결정 시스템에 대한 논의가 시

작되었다. 이 가운데 기계학습 알고리즘에 

기반한 위험예측모델(predictive risk modeling)을 의

사 결정 보조도구로 활용할 수 있는 가능성

이 주목받고 있다(Ahn et al., 2021; 

Chadwick Center and Chapin Hall, 

2018; Schwartz et al., 2017). 이와 함께 

알고리즘을 활용한 의사 결정 모델들이 초

래할 수 있는 윤리적 이슈들에 대한 관심이 

증가했고, 그중에서도 의사 결정 모델의 공

정성에 대한 관심이 커지고 있다(Dare, 

2015). 최근 미국 아동복지에서 주목받는 

기계학습 활용 방향 및 윤리와 공정성 이슈

를 살펴보고, 이와 관련하여 기계학습 학자

들이 제안하는 공정성(machine learning fairness) 개
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념의 적용 여부 및 한계를 논의하고자 한다.

2. 아동복지 시스템 내 기계학습 활용

기계학습은 알고리즘적 접근 방식을 사용

하여 주어진 데이터 내 예측 변수와 결과 변

수 간의 관계를 찾아 학습함으로써 우선순

위 지정, 분류, 연결 및 필터링을 포함해 다

양한 의사 결정의 효율성과 정확성을 향상

시킨다(Hastie et al., 2009). 지난 수십 년 

동안 기계학습은 의료 및 사법 시스템을 포

함해 다양한 분야에서 의사 결정을 최적화

하기 위해 적극 사용되었으며(Berk & 

Bleich, 2013; Ustun & Rudin, 2016), 아

동복지 분야에서 기계학습은 주로 위험예측

모델 개발을 위해 활용되었다. 위험예측모

델은 과거 데이터를 이용하여 아동 및 가족

에게 닥칠 수 있는 미래의 위험을 분석하고 

점수화하는 데 사용된다. 예를 들어 이전 연

구들에서는 기계학습을 활용한 아동 위탁 

보호(foster care placement)(Chouldechova et al., 

2018), 아동학대 재신고(Schwartz et al., 

2017; Shroff, 2017), 학대로 인한 부상

(Vaithianathan et al., 2013), 무연고 청소

년의 보호 종료(aging out without permanency)(Ahn 

et al., 2021), 청소년의 만성 노숙인 경험

(experiencing chronic homelessness among transitional age 

youth)(Chan et al., 2017), 고위험 출산(Pan 

et al., 2017) 등과 관련된 위험을 예측하려

는 시도를 하였다. 일부 연구들은 기계학습

의 텍스트 마이닝(text mining) 알고리즘을 활용

하여 인간의 자연어 기록에 나타나는 패턴

을 인식하고 분석함으로써 아동복지 데이터 

및 의료 기록에 나타난 아동학대를 식별하

는 가능성을 보여 줬다(Amrit et al., 2017; 

Perron et al., 2019). 

3. 아동복지 내 기계학습 활용과 공정성 문제

기계학습이 아동보호 및 복지 서비스에 

제공하는 접근 방식에 대한 관심이 높아짐

에 따라 기계학습 사용 윤리에 대한 논의도 

증가하고 있다(Brown et al., 2019; Dare, 

2015; Keddell, 2015). 기계학습 사용 윤

리에 관한 논의들은 예측 모델의 효율성, 알

고리즘적 책임(algorithmic accountability), 투명성 

및 해석 가능성(transparency and interpretability), 데

이터 프라이버시(data privacy), 알고리즘에 기반

한 서비스 제공이 아동과 가족들에게 미치

는 직간접적 영향을 포함한다. 최근 연구에 

따르면 데이터 수집, 모델 개발, 모델 적용 

및 활용에 이르는 모든 단계에서 윤리적 문

제가 발생할 수 있다(Barocas & Selbst, 

2016; Dare, 2015; Mehrabi et al., 

2019). 이런 문제들은 아동복지의 고유한 

특성들(예를 들면 아동 및 가족의 취약성, 
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경제적 불균형, 서비스 이용과 관련한 사회

적 낙인, 아동과 보호자의 이해 상충 등)과 

결합되어 더 복잡한 문제를 만들기도 한다.

다양한 윤리적 화두 중 하나인 공정성 문

제는 알고리즘 모델이 어떻게 인종과 같은 

개인적 특성에 따라 아동과 가족들을 차별

하는지, 그리고 이것이 어떻게 사회의 불평

등을 지속·심화시킬 수 있는지에 초점을 맞

추고 있다. 아동복지 시스템에서 기계학습

의 공정성 이슈가 특히 관심을 받는 이유는 

알고리즘에 기반한 의사 결정 모델이 기존 

데이터 내의 사회적, 인종적, 경제적 편향을 

학습함으로써 현재 사회의 인종적, 사회적 

불평등을 지속·심화시킬 수 있기 때문이다

(Barocas & Selbst, 2016). 또한 기계학습

은 데이터에 나타난 변수 간 특성들을 학습

할 때 소규모 그룹보다는 큰 규모의 그룹을 

우선시하기 때문에 아동복지 시스템이 주목

하는 상대적으로 적은 수의 소외 계층 아동 

및 그 가족들의 경제적, 사회적 취약성을 악

화시킬 수 있다(Capatosto, 2017). 미래를 

예측하는 시스템이라면 필연적으로 예측 오

류가 발생하는데, 취약한 아동일수록 이런 

오류에 더 치명적인 영향을 받게 된다. 설사 

예측이 오류가 아니더라도 위험에 처한 아

동으로 분류되었을 때 경험할 수 있는 낙인 

효과는 이미 어려움을 겪고 있는 아동과 그 

가족에게 심각한 결과를 초래할 수도 있다

(Dare, 2015). 위험예측모델을 활용해 도움

이 필요한 아동과 가족에게 선제적으로 지

원을 할 수 있는 반면, 고위험으로 분류된 

가족들에 대해 섣부른 판단으로 과잉대응을 

할 가능성도 고려되어야 한다. 물론 알고리

즘 모델이 선별적 서비스를 제공하는 데 도

움이 되는 것은 사실이나 이 접근 방법이 경

제적, 사회적으로 취약한 가족들에게 장단

기적으로 미칠 수 있는 영향 역시 조심스럽

고 면밀하게 연구되어야 한다. 

4. 기계학습 편향과 공정성(machine 

learning bias and fairness)

편향의 위험과 공정성에 대한 이해를 바

탕으로 기계학습을 활용하기 위해서는 컴퓨

터 과학 분야에서 활발히 논의 중인 기계학

습 공정성의 정의와 측정법을 이해하는 것

이 도움이 될 수 있다. 컴퓨터 과학에서는 

예측 모델의 성능이 인종, 성별, 계급과 같

은 개인의 특성에 따라 달라지는지에 초점

을 두고 다양한 통계적 접근 방법을 이용해 

기계학습 공정성을 평가 및 분석한다

(Barocas & Selbst, 2016; Hardt et al., 

2016). 기계학습 공정성에 대한 다양한 정

의들(Mehrabi et al., 2019) 중 주로 관심

을 받은 개념들 중에는 ‘인지하지 않음을 통
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한 공정성’(fairness through unawareness), ‘개인적 공

정성’(individual fairness), ‘인구 통계적 평등’ 

(demographic parity) 등이 있다. 인지하지 않음을 

통한 공정성은 인종, 성별, 계급과 같은 민

감한 사회적 특성을 모델링에서 제외시킴으

로써(혹은 인지하지 않음으로써) 달성할 수 

있다. 개인적 공정성은 비슷한 특성을 가진 

개인들이 같은 예측 결과를 받을 때 달성된

다. 인구 통계적 평등은 민감한 사회적 특성

과 관계없이 모든 사람이 같은 확률로 일정

한 예측 결과를 받을 때 이루어진다. 

기계학습 공정성에 대한 다양한 접근이 

의미 있는 것은 사실이나 최근 일부 학자들

은 위와 같이 기계학습 공정성에 통계적으

로 접근하는 방법들이 갖는 한계를 지적했

다. 통계적 함수를 이용해 좁게 공정성을 정

의하면 실제 현실에서 일어나는 복잡한 시

스템의 여러 가지 문제를 반영하지 못할 뿐 

아니라, 기계학습에 기반한 의사 결정이 개

인들에게 끼치는 직간접적 영향도 자주 간

과되기 때문이다(Ahmed et al., 2015; 

McCradden et al., 2020). 

5. 나가며

최근 컴퓨터 공학에서 활발하게 논의되는 

기계학습 공정성 정의를 아동복지 분야에도 

적용하여 알고리즘 위험예측모델의 편향을 

분석하려는 시도가 있었으나, 이러한 논의

는 아직 기초적인 단계에 머물러 있다

(Chouldechova et al., 2018; Coston et 

al., 2020; Purdy & Glass, 2020). 아동복

지 시스템 내 기계학습 활용이 초래할 수 있

는 윤리적, 공정성 문제를 최소화하고 아동

의 복지와 안전을 최우선하기 위해서는 아

동복지 공공 데이터 고유의 특성 및 알고리

즘에 기반한 위험예측모델에 대한 깊은 이

해와 논의가 필요하다. 이에 더해 시스템을 

이용하는 아동과 가족들의 경험 및 의사 결

정을 하는 사회복지사들의 관점도 함께 고

려되어야 한다.
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